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Aprendizagem de Regras de Decisão Utilizando
Técnicas Adaptativas: Experimentos Preliminares

F. K. O. Takatuzi e R. L. Stange

Resumo—Uma das formas de aprendizagem de máquina é a
indução de regras a partir de exemplos, particularmente a extra-
ção de regras de classificação. A maioria dos trabalhos nesta área,
se concentram na geração de regras na forma intermediária de
árvores de decisão, para posteriormente converter cada caminho
da árvore em uma regra. Este artigo propõe um algoritmo de
geração de regras que utiliza as árvores de decisão adaptativas
como estrutura intermediária. O objetivo é que tal algoritmo, seja
um candidato credível para uso em problemas de aprendizagem
incremental de regras de classificação. O algoritmo foi testado e
comparado com algoritmos que utilizam diferentes abordagens,
tais como aprendizagem estatística, aprendizagem de regras e
indução de árvores de decisão. Os experimentos apresentados,
sugerem que o algoritmo adaptativo para geração regras possui
um resultado próximo a alguns algoritmos clássicos. Para um
primeiro experimento, a eficiência do algoritmo foi satisfatória,
visto que o método de generalização do algoritmo ainda precisa
de ajustes, já que este utiliza apenas a frequência relativa dos
atributos para escolha de atributos que compõem cada regra.

Index Terms—Tecnologia adaptativa, aprendizagem incremen-
tal, indução de regras, classificação.

I. INTRODUÇÃO

A Aprendizagem de Máquina é uma área da Inteligência
Artificial que estuda a capacidade que os sistemas computa-
cionais possuem de aprender e modificar seu comportamento,
através da experiência adquirida a fim de melhorar seu desem-
penho em execuções posteriores [1]. Existem diversos métodos
que são utilizados para a busca de soluções de problemas
em aprendizagem de máquina, tais como o Aprendizado
Bayesiano, as Redes Neurais Artificiais (RNA), os métodos de
indução de árvores de decisão e a aprendizagem de regras de
decisão. Os métodos de aprendizagem baseados em regras são
partes integrantes de sistemas em inteligência artificial, porém,
a adoção desses métodos em problemas de classificação ainda
é modesta [2]. Uma visão geral dos métodos baseados em
regras se concentra em classes de regras do tipo "Se..então".
Para [3] o conjunto de regras do tipo "Se..então"é uma das
formas mais expressivas e legíveis para representar hipóteses
em problemas de aprendizagem. As regras de decisão são
utilizadas para representar o conhecimento obtido a partir dos
dados em aplicações diversas [4] [5] [6].

De forma geral, a maioria dos algoritmos são não incre-
mentais, ou seja, não possuem a capacidade de incluir novos
exemplos de como instâncias particulares do problema são
resolvidas ao longo de sua execução. A necessidade de buscar
soluções alternativas de aprendizagem incremental é de grande
relevância [7] [8] [9], pois existem diversas aplicações em que
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novas informações vão surgindo ou se alterando ao longo do
tempo, formando assim um cenário em que a utilização de
algoritmos incrementais é mais conveniente [10]. Em soluções
não incrementais, sempre que uma nova informação é disponi-
bilizada, o processo de aprendizagem é repetido e a estrutura
que representa o conhecimento é reconstruída. Em árvores de
decisão por exemplo, a reconstrução da árvore implica em um
custo computacional elevado [11]. Dessa forma, a utilização
de métodos não incrementais se torna ineficiente, uma vez que
as informações repassadas ao sistema de aprendizagem estão
em constante modificação. Neste caso, torna-se necessário
implementar processos dinâmicos baseados na aprendizagem
incremental, de maneira que a base de conhecimento possa ser
atualizada sem que todo o processo de aprendizagem necessite
ser repetido.

Um conceito que tem sido adotado na solução de problemas
com características dinâmicas é a adaptatividade. De acordo
com Neto (2011) a adaptatividade refere-se a capacidade que
os sistemas guiados por regras possuem de alterar em seu
próprio comportamento, em função de seu comportamento
atual e de estímulos de entrada.

Neste trabalho, é proposto um algoritmo para aprendizagem
incremental de regras de decisão a partir de exemplos. O
algoritmo foi capaz de gerar, a partir de um conjunto de exem-
plos de treinamento, uma árvore de decisão como resultado,
onde cada caminho da árvore é representado por um cojunto
de regras. Tal árvore, possui características adaptativas que
permitem que sua estrutura interna seja alterada durante o
processo de aprendizagem e classificação, possibilitando uma
nova forma de aprendizagem incremental.

II. TRABALHOS RELACIONADOS

Desde [12], a tecnologia adaptativa têm sido utilizada
como uma alternativa para resolução de problemas complexos,
principalmente pela capacidade de expressão dos dipositivos
adaptativos que, por meio da adição da adaptatividade, per-
mite tornar dispositivos convencionais, tais como autômatos
finitos e árvores de decisão, mais expressivos [13]. Outra
característica atribuída aos dispositivos adaptativos é que, por
serem baseados em dispositivos guiados por regras, podem
proporcionar uma melhor interpretação pelos especialistas do
domínio. Essa é uma das desvantagens de muitas técnicas
de modelagem estatística, comumente usadas em aprendizado
de máquina, o modelo resultante é difícil de interpretar [14].
Estudos preliminaries, apresentados em [15], mostram um caso
particular da utilização da adaptatividade em aprendizagem,
onde as tabelas de decisão adaptativas são utilizadas para re-
presentar o modelo de aprendizagem. Este trabalho mostra que
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este formalismo permite representar de maneira satisfatória um
problema de aprendizagem de máquina, bem como possibilitar
a identificação de melhorias para o processo de aprendizagem,
pois o formato das regras facilita a interpretação do modelo
de aprendizagem pelo projetista ou especialista.

[10], propuseram um algoritmo de indução de árvores de de-
cisão utilizando técnicas adaptativas, que combina estratégias
sintáticas e estatísticas, chamado AdapTree. Neste caso, não
parece ser vantajoso considerar que os dispositivos adaptativos
apenas melhoram a expressividade e compreensibilidade da
solução, comparados a dispositivos não adaptativos. Assim,
objetivo é melhorar o entendimento das regras, mas também
cumprir exigências de eficiência.

Em [16] foi apresentado um método híbrido para aprender
regras de classificação baseado na estratégia de cobertura
sequencial, cujos métodos aplicam uma estratégia de decom-
posição do problema, na qual a tarefa de encontrar uma base de
regras completa é reduzida a uma sequência de subproblemas,
onde para cada subproblema a solução é uma única regra.
Além disso, foi incorporado ao método a capacidade de auto-
modificação do conjunto de regras, que permite inspecionar
iterativamente o conhecimento extraído, podendo substituir
uma ou mais regras para simplificar o conhecimento ou
melhorar a capacidade de previsão do conjunto.

III. REFERENCIAL TEÓRICO

A. Aprendizagem de regras de decisão

Uma visão geral dos métodos baseados em regras para
representação do conhecimento e aprendizagem se concentra
em classes de regras do tipo "Se..então". Para [3] o conjunto de
regras deste tipo é um das formas mais expressivas e legíveis
para representar hipóteses em aprendizagem de máquina. A
forma geral de uma regra "Se..então"é:

P → Q ou Se P então Q, onde:

• P é uma proposição que pode conter um conjunto arbi-
trário de n pares de atributos - valor, P = condition1 ∧
. . . ∧ conditionn (n é o tamanho da regra).

• Q é o valor do atributo categórico da classe.
Segundo [3], uma forma de aprender um conjunto de regras

é construir uma árvore de decisão e converter o resultado para
um conjunto de regras. A árvore de decisão pode ser mapeada
para um conjunto de regras, transformando cada caminho
da raiz até cada nó folha em uma regra. Outra maneira é
extrair as regras diretamente do conjunto de treinamento, sem
utilizar uma estrutura intermediária. Em resumo, as formas de
aprender um conjunto de regras são:

• Método 1: Construir uma árvore de decisão e fazer a
conversão para um conjunto de regras. Dado um conjunto
de treinamento P , os passos para a contrução de uma
árvore de decisão são [17]

1) Se P contém um ou mais exemplos, todos perten-
centes à mesma classe ci então a árvore de decisão
para P é um nó folha rotulado pela classe ci;

2) Se P não contém exemplos então a árvore é uma
folha e a classe associada deve ser determinada a

partir de informações além de P (ex: utilizar a classe
mais frequente para o nó-pai desse nó);

3) Se P contém exemplos que pertencem a várias clas-
ses então dividir P em subconjuntos mais "puros".

4) Os passos 1, 2 e 3 são aplicados recursivamente
para cada subconjunto de exemplos de treinamento
de maneira que, em cada nó, as arestas levam para
as subárvores construídas a partir do subconjunto de
exemplos P .

• Método 2: Utilizar um algoritmo de cobertura sequencial
(Sequential Covering):

1) Invocar APRENDA-UMA-REGRA sobre todos os
exemplos;

2) Remover os exemplos cobertos pela regra apren-
dida;

3) Repetir o processo até atingir a fração desejada de
exemplos cobertos pelas regras.

B. Dispositivos Adaptativos

Um dispositivo guiado por regras é qualquer abstração
formal que tem seu comportamento descrito por um con-
junto finito de regras. No formalismo adaptativo, dispositivos
adaptativos poder ser obtidos a partir da incorporação de um
mecanismo adaptativo atrelado aos recursos oferecidos por
um dispositivo guiado por regras. O mecanismo adaptativo é
representado por um conjunto de funções adaptativas, as quais
são conectadas às regras do dispositivo guiado por regras. As
funções adaptativas são capazes de alterar o conjunto de regras
do dispositivo, ocasionando a mudança de comportamento no
dispositivo adaptativo.

Ações adaptativas podem ser definidas em termos de abs-
trações que são as funções adaptativas, de modo similar às
chamadas de funções em linguagens de programação. As
funções adaptativas são descritas por um cabeçalho e um
corpo. O cabeçalho da função é composto por um nome,
variáveis, parâmetros e geradores. Uma função adaptativa é
referenciada por um nome φ, os parâmetros p são uma ênupla
ordenada (ρ1, ρ2,..., ρn), de n ≥ 0 parâmetros formais, as
variáveis v são formadas por um conjunto (ν1, ν2,..., νm),
de m ≥ 0 variáveis ν, os geradores g formam um conjunto
(γ1, γ2,..., γk), de k ≥ 0 geradores. Os valores das variáveis
são preenchidos uma única vez pelas ações elementares de
inspeção da função adaptativa. Já os valores dos geradores são
atualizados a cada chamada da função adaptativa. O corpo da
função é composto por uma função adaptativa anterior e uma
função adaptativa posterior e o núcleo da função.

As funções adaptativas, em seu núcleo, referem-se a ope-
rações básicas de edição do conjunto de regras que definem
o dispositivo adaptativo, representadas pelas ações adaptativas
elementares de inspeção, remoção e inserção de regra, onde:

1) ação adaptativa elementar inspeção: permite a consulta
ao conjunto de regras em busca de um dado padrão de
regra.

2) ação adaptativa elementar remoção: remove regras do
conjunto corrente correspondentes a um dado padrão de
regra.
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3) ação adaptativa elementar inserção: insere uma regra
no conjunto corrente de acordo com um dado padrão de
regra.

A formulação para dispositivos guiados por regras e dispo-
sitivos adaptativos pode ser encontrada em [18].

C. Árvores de Decisão Adaptativas

Em [19], foi apresentado um dispositivo adaptativo cujo
mecanismo subjacente é uma árvore de decisão. Esse dispo-
sitivo, chamado de árvore de decisão adaptativa, permite que
a estrutura hierárquica de uma árvore de decisão possa ser
dinamicamente alterada durante o processo de decisão, quando
a árvore é percorrida da raiz para as folhas. A capacidade de
automodificação é obtida através das funções adaptativas in-
corporadas a alguns ramos da árvore que permitem a inspeção,
a inserção e remoção de subárvores. O mecanismo subjacente
das árvores de decisão adaptativas é denominado árvores de
decisão não-determinísticas e generaliza o conceito de árvore
de decisão. A formulação da árvore de decisão adaptativa é
apresentada a seguir, de acordo com [19].

Definição 1. Uma árvore de decisão não-determinística, ou
árvore-DND, é uma 7-upla T =(I , Σ, Γ, f , c, A, R), onde:

• I: é o conjunto de exemplos;
• Σ: é o conjunto de atributos, incluindo o atributo classe;
• Γ: são os valores de atributos, incluindo o símbolo "?",

denominado valor ausente que deve ser usado para repre-
sentar valores ausentes, desconhecidos ou inexistentes;

• f : Σ → 2Γ: é uma função que determina o domínio de
cada atributo;

• c ∈ Σ: define o atributo classe;
• A: I × Σ → Γ é uma função binária usada para descre-

ver os elementos do conjunto de exemplos, associando
exemplos, atributos e valores de atributos.

• R: é uma estrutura hierárquica finita denominada subár-
vore e definida recursivamente como:

– Folha: contendo um identificador único e um valor
para o atributo classe;

– Não Folha: uma (n+2-upla) (id, a, (v1, R1),..., (vn,
Rn)), onde id é um identificador, a ∈ Σ -{c} é um
atributo, vi ∈ f(a) são valores para 1≤ i ≤ n e
todos os elementos Ri, 1≤ i ≤ n são subárvores.

A árvore de decisão não-determinística adaptativa, ou
árvore-DND adaptativa, é uma árvore DND acrescida de uma
camada adaptativa, que permite a modificação do conjunto
R. Estas alterções podem ocorrer antes ou depois de cada
execução de uma ação elementar, que podem inspecionar,
remover ou inserir subárvores.

Definição 2. Uma árvore-DND adaptativa é uma dupla AT =
(CS0, CA), onde:

• CS0: é o mecanismo subjacente, com uma leve modifi-
cação que permite o acoplamento de ações adaptativas a
cada uma das subárvores de R;

• CA: mecanismo adaptativo, formado pelo conjunto das
funções adaptativas.

a1

c1

v11 [C
1 ]

c1

v
32

c2
v31

cm

...

?[A1]

c2
v22

v12
[C2]

Figura 1. Exemplo de árvore de decisão adaptativa.

A operação de uma árvore- DND adaptativa opera de acordo
com o mecanismo subjacente, até que uma função adaptativa
seja disparada.

IV. ALGORITMO DE APRENDIZAGEM

O algoritmo de aprendizagem está baseado no funciona-
mento do Adaptree, proposto por [20], no qual a ideia geral
é transformar cada exemplo de treinamento em um caminho
partindo da raiz até a folha. Porém é necessário evidenciar
algumas diferenças: 1) As funções adaptativas estão acopladas
nos ramos e não aos nós como no Adaptree, isso permite a
remoção e inserção de ramos e não de subárvores. 2) Cada
caminho da árvore é transformado em uma regra do tipo
"Se..então".

A árvore de decisão adaptativa gerada é composta pelo
conjunto de atributos Σ, que possui uma ordenação arbitrária
podendo ser representada por uma sequência a1, ..., an, na qual
n = número total de atributos, c = an representa o atributo
classe. A estrutura inicial S da árvore contém um valor inicial
desconhecido ? na raiz e a camada adaptativa Φ é composta
por um conjunto de funções adaptativas A1, ..., Ak, podendo
estas conter ações elementares de inserção (+), remoção (−)
ou consulta (?). As funções adaptativas estão acopladas a
alguns ramos específicos e quando acionadas, conferem à
árvore a capacidade de automodificação.

O processo de aprendizagem pode ser divido em três
etapas distintas, sendo elas pré-processamento, aprendizagem
e classificação, que serão descritas a seguir:

A. Pré-processamento

O algoritmo realiza a leitura e pré-processamento do con-
junto de dados, executando uma função inicial que impõe
uma ordem aos atributos, de acordo com a forma que estão
dispostos no conjunto de treinamento. Esta ordem é mantida
ao longo de toda a execução do algoritmo. Por convenção, o
primeiro atributo a ser lido é alocado na raiz da árvore, os
demais atributos são os nós internos e o último atributo é a
classe.

B. Aprendizagem

O algoritmo recebe uma nova instância de treinamento e
busca na estrutura da árvore um caminho que corresponda
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a instância que está sendo processada. Esta correspondência
está baseada na comparação dos valores do atributo raiz e
do atributo folha, ou seja, o algoritmo verifica se existe um
caminho na estrutura S, cujo valor do atributo raiz e o valor
do atributo folha sejam iguais aos valores da instância de
treinamento. Na aprendizagem o algoritmo executa em dois
modos: modo de aprendizagem não adaptativo e modo de
aprendizagem adaptativo.

1) Modo de aprendizagem não adaptativo. Se não existir
um caminho correspondente, o algoritmo constrói um novo
caminho, de maneira que o valor do nó raiz e do nó folha
assumem os valores contidos na instância de treinamento.
Os valores dos nós internos são denotados por um valor
"?", o qual representa um valor de atributo ainda desconhe-
cido. Esses valores poderão ser preenchidos com base nos
valores de atributos das futuras instâncias de treinamento.
Além disso, aos ramos que possuem este símbolo, também
está acoplada uma função adaptativa de classificação. Essas
funções adaptativas poderão ser utilizadas posteriormente para
a classificação de uma nova instância. Quando existe um ca-
minho correspondente à instância de treinamento, o algoritmo
executa o mecanismo estatístico que busca o atributo de maior
relevancia, para modificar a árvore e melhorar a classificação.
A medida estatística utilizada é baseada na frequência relativa
de cada valor de atributo lido no caminho encontrado, em
relação ao total de instâncias recebidas até o momento.

2) Modo de aprendizagem adaptativo. Se existir um
caminho, o algoritmo por meio das funções adaptativas de
aprendizagem (Algoritmo 1) acopladas aos ramos do nó raiz,
modifica convenientemente este caminho de forma a melhor
generalizar a árvore. A função adaptativa recebe como parâ-
metro o atributo-valor mais relevante, encontrado pelo meca-
nismo estatístico. Assim, por meio do mecanismo adaptativo
é realizada a atualização do ramo correspondente ao atributo
relevante.

Algoritmo 1: FUNÇÃO ADAPTATIVA DE APRENDIZAGEM.

1 Função Adaptativa Ak (aj , aj+1, valor)
2 início
3 Consulta: ?[(aj , ?)→ aj+1]
4 Remoção: −[(aj , ?)→ aj+1];
5 Inserção: +[(aj , valor)→ aj+1]
6 fim

C. Classificação

O algoritmo recebe uma nova instância de teste a fim de
classificá-la. Para isso, realiza uma busca em profundidade,
percorrendo cada um dos caminhos da árvore até que se
encontre um caminho capaz de classificar a nova instância.
Nesta etapa, a utilização da tecnologia adaptativa torna-se
possível conferir à árvore a capacidade de automodificação
durante a classificação. Neste caso, se existir algum caminho
da árvore com valores de atributo default, ou seja, contendo
um valor "?", uma função adaptativa é disparada. Essa função
executa uma ação elementar de remoção e outra de inserção
(Algoritmo 2), que permite modificar o valor do atributo

default, para um valor que permita a classificação da instância
de teste. Os parâmetros aj e valor são referentes à instância
corrente. Após a classificação da instância, essa alteração é
descartada e a árvore original é preservada para uma nova
classificação.

Algoritmo 2: FUNÇÃO ADAPTATIVA DE CLASSIFICAÇÃO.

1 Função Adaptativa Ck (aj , aj+1, valor)
2 início
3 Remoção: −[(aj , ?)→ aj+1];
4 Inserção: +[(aj , valor)→ aj+1]
5 fim

Por exemplo, supondo a execução da regra R5, mostrada a
seguir:

• Regra R5 antes da modificação:
Se ((a1 = v12) ∧ (a2 = v21) ∧ (a3 =?)[C1] ∧ (a4 =
v43)) então c1

Para a classificação da instância α = v12v21v33v43 a função
adaptativa C1 é acionada, tendo como parâmetro aj = a3 e
valor = v33. Neste caso, é executada a ação elementar de
remoção −[(a3, ?) → a4] e a ação elementar de inserção
+[(a3, a3) → a4]. A regra resultante da modificação é apre-
sentada na sequência e classifica a instância como pertencente
a classe c1.

• Regra R5 depois da modificação:
Se ((a1 = v12) ∧ (a2 = v21) ∧ (a3 = v33) ∧ (a4 =
v43)) então c1

Quando a função de busca retorna mais de uma regra ou
caminho, a decisão de classificação é tomada estatísticamente.

V. EXPERIMENTOS PRELIMINARES

O algoritmo foi implementado utilizando a linguagem
de programação Java e reutiliza algumas classes do pacote
WEKA (Waikato Environment for Knowledge Analysis) [21].

A. Recursos Utilizados

Dentre as limitações do algoritmo, está o fato dele trabalhar
apenas com valores de atributos nominais e também ainda
não realizar tratamento de valores ausentes (missing value),
por este motivo foi utilizado apenas 1 conjunto de dados. O
conjunto de dados utilizado foi o lenses contendo 24 instâncias
de treinamento e 4 valores de atributos. Este conjunto de dados
descreve quais tipos de lentes de contato se ajustam melhor a
cada paciente. Os atributos observados são idade, astigmatismo
e produção de lágrima. As classes indicam se o paciente deve
usar lentes macias, lentes duras ou se não devem usar lentes.

Quanto aos algoritmos escolhidos, optou-se por utilizar
algoritmos de diferentes abordagens de aprendizagem de
máquina, por se tratar ainda de estudos preliminares. Os
algoritmos utilizados foram:

• NaiveBayesUpdateable: versão incremental do Naive-
Bayes;

• JRip ou Ripper: aprendizagem incremental de regras;
• HoeffdingTree: aprendizagem incremental de árvores de

decisão;
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Figura 2. Gráfico comparativo das taxas de acerto

• J48: algoritmo não incremental da família TDIDT.
Os conjuntos de dados utilizados foram retirados do re-

positório do UCI (UC Irvine Machine Learning Repository)
1. Todos os algoritmos utilizados possuem o código-fonte
disponível na ferramenta WEKA 2.

A medida de desempenho utilizada foi a precisão, baseada
nas quantidades de exemplos classificados corretamente, e na
porcentagem de acertos obtidos pelo algoritmo.

Os testes foram realizados da seguinte forma:
• Experimento 1: foi utilizado o conjunto de dados com-

pleto tanto para treino quanto para teste.
• Experimento 2: o conjunto de dados completo foi di-

vidido aleatoriamente em dois peças, um conjunto de
treinamento e um conjunto de teste, na proporção apro-
ximada de 70% a 30%.

B. Análise dos Resultados

A Tabela I apresenta as taxas de acerto para cada algoritmo,
executados sobre cada um dos conjuntos de treinamento e
testes. A primeira linha refere-se à Experimento 1, a linha dois
refere-se à Experimento 2 e a última linha apresenta a média
dos dois experimentos. A Figura 2 apresenta um gráfico dos
resultados apresentados na Tabela I.

Tabela I
COMPARAÇÃO DAS TAXAS DE ACERTO.

Dados Adaptive NBayes H. Tree JRip J48
Exp. 1 76% 95.8% 63.3 100% 91.6
Exp. 2 71.4% 85.7% 85.7% 72% 75%
Média 73.7% 90.7% 74.5% 86% 83.3%

De acordo com o gráfico, o resultado do novo algoritmo
não oscilou muito entre os dois tipos de experimento, obtendo

1Disponível em: http://archive.ics.uci.edu/ml/index.php
2Disponível em: http://www.cs.waikato.ac.nz/ml/weka/

uma diferença de apenas 1%, o que pode ser considerado
pouco significativo em termos estatísticos. Os algoritmos
NaiveBayesUpdateable e HoeffdingTree obtiveram o maior
desempenho no Experimento 2, porém este último obteve o
pior desempenho no Experimento 1. No Experimento 1 o
algoritmo JRip foi o algoritmo que obteve a melhor perfor-
mance, porém no Experimento 2 o seu resultado foi um dos
piores, com uma diferença inferior a 1% do Adaptive. Esse
comportamento também foi observado no J48, que obteve um
bom resultado no Experimento 1, e uma pequena queda no
Experimento 2. Na média, os algoritmos que menos oscilaram
os resultados foram primeiramente o Adaptive, em segundo o
NaiveBayesUpdateable e na sequência o J48. É importante
destacar que o JRip e o J48 são algortimos não incrementais,
desta forma eles possuem a vantagem de possuir todo o
conjunto de treinamento de antemão para a tomada de decisão
e construção do classificador. Já em relação ao NaiveBayesUp-
dateable, apesar de ser incremental, este possui vantagem em
relação ao Adaptative quanto ao método estatístico utilizado.

VI. CONSIDERAÇÕES FINAIS

Para um estudo preliminar, os resultados foram considerados
satisfatórios, visto que mesmo o algoritmo tendo obtido um
desempenho inferior a outros algoritmos como o NaiveBaye-
sUpdateable (versão incremental do NaiveBayes) e o J48
(implementação do C4.5), o resultado obtido em Experimento
2 foi similar ao JRip, um algoritmo incremental que também
utiliza uma abordagem de aprendizagem de regras. A busca
por melhores resultados pode ser conduzida de diferentes
modos em trabalhos futuros. Primeiro, foi utilizado apenas
um conjunto de dados, além disso nota-se que o conjunto de
dados é relativamente pequeno, sendo uma extensão natural
deste trabalho a coleta de novos dados. Porém, para isso será
necessário implementação o tratamento de valores ausentes e
um método de discretização para lidar com atributos numéri-
cos. Em segundo, notou-se que a regras geradas pelo algoritmo
ainda possuem muitos valores de atributos default, e isso
dificulta a classificação, pois faz com que o algoritmo retorne
vários caminhos possíveis para classificar uma dada instância
e a decisão seja tomada pelo mecanismo estatítico. Neste
ponto, considera-se a introdução de uma medida estatística
mais sofisticada, como o ganho de informação por exemplo,
já que a frequência relativa é uma medida bastante ingênua
para a escolha do melhor atributo.

Além disso, em trabalhos futuros pretende-se realizar novos
experimentos em função da complexidade das regras geradas
pelo algoritmo. A complexidade de um conjunto de regras
pode ser medida em termos de, pelo menos, três parâme-
tros [22]

Intuitivamente, o algoritmo parece ter bom desempenho
em conjunto de dados onde pelo menos uns dos atributos é
claramente mais relevante para uma determinada classe. Para
conjunto de dados que em que todos os atributos contribuem
em igual peso na resposta, a taxa de acerto do algoritmo
é reduzida em função da medida estatística adotada. Porém
para isso, serão necessários novos experimentos e comparação
apenas com algoritmos baseados em regras.
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